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 In visual inspection of concrete structures, it is basically necessary to observe the occurrence of 

cracks. The current inspection method for concrete structures is that the inspector creates a sketch by 

visual inspection.However, this method has many problems such as requiring enormous amount of work 

time and amount of work and depending on the knowledge and experience of the inspector.  The purpose 

of this study is to automatically extract cracks (including crack width) on concrete surface from digital 

images using image analysis techniques such as deep learning and transfer learning.  
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１． はじめに 

 高度経済成長期に社会基盤として建設された橋梁

やトンネルなどのコンクリート構造物は，建設から 50

年以上を経て老朽化を迎えており，21 世紀は維持管理

の時代として既存の構造物を如何に延命していくか

が課題となっている．社会基盤としてのインフラ構造

物の多くは地方公共団体によって管理されているが，

管理主体となっている地方公共団体の予算不足，人材

不足，技術力不足が問題点として指摘されている.ま

た，それら構造物の多くは，長い期間維持管理が行わ

れず経年劣化，塩害，ASR，凍害や中性化などの外的劣

化要因により，本来持つ機能や性能を失っている． 

国土交通省の調査によると 2033 年には，橋梁の 6 割，

トンネルの 4 割が建設後 50 年を超えると報告されて

いる．そのような現状をふまえ橋梁やトンネルなどの

社会基盤としてのインフラ構造物に対して 5年に一度

の近接目視点検が義務付けられた．コンクリート構造

物の近接目視点検では，主にひび割れの発生状況を観

察することが基本とされている．これは，コンクリー

ト構造物において，ひび割れは耐久性・耐荷力の低下，

水密性や防水性の低下など，コンクリート構造物の安 

全性や機能性に悪影響を及ぼす可能性が高く，また，

構造物の美観を損なう原因ともなるためである． 

現在のコンクリート構造物の点検手法は主に目視点

検によるスケッチを検査者が作成するというもので

ある．  しかしながらこの手法は， 

(1) 膨大な作業時間・作業量を要する．

(2) 検査者の知識及び経験に依存する．

(3) 検査者の個人差によるばらつきがある.

(4) 高精度かつ客観的な評価が難しい．

など多くの問題を抱えている．このような現状から，

社会基盤としてのコンクリート構造物を適切に維持
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管理し，延命させていくためには，目視点検の欠点を

補いつつ，迅速性・客観性を備えた高精度なコンクリ

ート構造物のひび割れ評価方法が必要である． 

本論文では，近年，画像認識の分野で注目されている

深層学習という手法を用いて，ひび割れかどうかの判

別方法，ひび割れを含む画像に対してひび割れの抽出

方法について詳述し，コンクリート構造物のひび割れ

点検・診断・評価手法としての活用可能性を検証した． 

 

２． 研究目的 

 本研究では，デジタルカメラによる写真画像から画

像解析によりコンクリート表面のひび割れ(ひび割れ

幅も含めて)の自動抽出を目的としたものである．しか

しながら，人の手による近接目視による点検も定性的

でその表現が伝わりやすいという意味ではインフラ維

持管理に必要不可欠である．インフラ点検の中で，深

層学習を用いて目視点検を効率化するとともに，正確

にひび割れを自動描画することにより，その情報に定

量的な情報を持たせるために行う． 

 

３．既往の研究における画像処理について   

 既往の研究では，定量的かつ簡易的にひび割れを評

価できる手法の一つとして，木構造状画像フィルタの

開発がある．同フィルタでの抽出の結果を Fig.1 に示

す． Fig.1 においては，ひび割れをよく抽出すること

ができているが，それと同時にコンクリート表面の汚

れも抽出している． 

本研究で使用する木構造状画像フィルタに，ひび割

れ以外を除外するための画像認識機能を合わせて使う

ことでより鮮明で高精度なひび割れ抽出ができるので

はないかと考えた．本研究では，この役割を近年注目

されている AI 技術の一つである深層学習を用いるこ

とで捕捉し，その適用可能性を検討する． 

 

４．深層学習について  

  近年，深層学習による画像認識が注目されている．

計算機の処理能力の向上により，これまでスーパーコ

ンピューターを用いなければならなかったような処理

がパソコンやスマートフォンでも可能となってきてい

る．ILSVRC(ImageNet Large Scale Visual Recognition 

Challenge)という画像認識コンテストにおいては，

2015年 2月に精度において人間による認識を超えたこ

とが報告されている．この深層学習によるアプローチ

を導入することによって，これまで自動化できていな

かった，ひび割れがある範囲の特定を自動化できる．

また，ひび割れ部分が特定できれば画像処理が容易に

なり，ひび割れ検出の精度及び効率を大幅に向上させ

ることが可能となる．さらに，画像認識を行うことに

よって，コンクリート構造物以外が写り込んだ画像に

対しても適用範囲を広げることができる． 

4.1 深層学習におけるネットワーク構造について 

深層学習による画像認識において最も採用されている

ネットワーク構造として畳み込みニューラルネットワ

ークがある．そのネットワーク構造を図 2 に示す．こ

の構造の中で，特徴抽出の部分ではフィルタ・バイア

スを介して画像の畳み込みが行われている．その後，

全結合層を経て，ひび割れの有無の確率を出力する．

深層学習における学習とはこのフィルタ・バイアスの

最適化にある． 

 

 

Fig.1 木構造状画像フィルタの適用結果Ⅰ 

 

4.2 転移学習 

  本研究では，深層学習の手法の一つである転移学

習を使用した．この手法では，前述した ILSVRC で

も多くの参加者が採用し，画像認識において高い精度

を出している畳み込みニューラルネットワーク(CNN)

の構造を有している事前学習済みネットワークである

VGG164)を使用している． 

 本来このモデルは，犬，猫，花や海岸など 1000 種

類もの画像を判別するものである．このモデルに，ひ

び割れの有無についての学習を行い，特徴抽出層を学

習の中で調整することで，ひび割れの有無に特化した

性能に更新させる．さらには，この手法を用いること

で，事前学習無しでモデルを作る場合よりもデータ

量，知識，時間や労力を大幅に省力化することができ

る．概要・結果については 5 章に記す． 

 

５．転移学習の実装 

本章での目的は，入力した画像内において，ひび割

れの有無を学習モデルが判別することである．よっ

て，転移学習による二値分類を行っていく． 
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また，教師データの作成，モデルの学習・保存，検

証の実行は全て Python で行った．その他の主要なラ

イブラリ等については Table1 に示す．

5.1 教師データの準備 

  今回の深層学習における教師データは画像中にひび

割れが有る画像と無い画像の二種類に分けられる．画

像のサイズは 227×227×3 であり．総画像枚数は学習

用画像に 9109 枚，検証用画像に 2279 枚を使用した．

また，画像の選定は無作為に行った．教師画像の一例

を Fig.3 に示す． 

5.2 学習の結果 

  ひび割れの有無について転移学習を行ったモデルに

Fig.1 の元画像を判別させた．判別の手順としては，

画像を 227×227×3 のサイズに分割し，画像を判別さ

せ，ひび割れが有ると判断した画像には赤色のフィル

タで色付けした．結果を Fig.4 に示す．Fig. 4 のよう

にひび割れが顕著な画像に関しては，精度よくひび割

れ画像を判別できたといえる．また，本モデルがひび

割れの有ると判断した画像にのみ木構造状画像フィル

タを適用させ，それ以外の画像を白画像で埋めた結果

を Fig.5 に示す. Fig.5 のようにコンクリート表面の

模様を大幅に除去することができた．しかしながら，

ひび割れ幅が小さいもの，植物の映り込みやひび割れ

が端部に発生している場合の誤解答が多くあったので

今後の検討が必要である． 

5.3 ヒートマップの出力 

  前節では作成したモデルの有用性が確認できた．し

かしながら，作成したモデルが入力された画像に対し，

何をもって，どの部分に着目し，ひび割れと判別して

いるかは不明確である．深層学習では，このように内

部での処理がブラックボックスとなっている場合が多

い．そこで本節では，特徴抽出層の最終層に当たる部

分の可視化を行った．複数のひび割れ画像をモデルに

判断させ，その出力結果を Fig.6 に示す．この出力を

行うことで，画像のどの部分が結果を出力する際に重

要であるかを可視化することができる．これは，

CAM(Class Activation Map)と呼ばれる可視化手法で

ある． 

Fig.2 畳み込みニューラルネットワークの構造 

Table1 動作環境について 

名前 Version 

Python 3.6.7 

TensorFlow-gpu 1.5.0 

Keras 2.0.4 

CUDA 9.0 

CuDNN 7.0.5(for CUDA 9.0) 

CPU IntelCore i3-8100 

GPU GEFORCE GTX 1080Ti 

Fig.3 教師データ 

Fig.4 抽出結果 
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Fig.5 木構造状画像フィルタの適用結果Ⅱ 

本研究では，その中で Grad-CAM5)という手法を用いた． 

Fig.6 では，入力画像と出力画像を縦に並べてある．

出力画像を見てみると，ひび割れの有る部分に重みが

強くかかっていることがよく分かる．これにより，学

習によりモデルがひび割れを正しく学習しているとい

うことが言える． 

5.4 まとめ 

  本章での結果としては，顕著なひび割れに対しては

高い精度でひび割れが有ると判別することができた．

しかしながら，誤抽出に関しても多く見受けられた．

その理由としては，今回使用した教師画像は，構造物

のひび割れという基準のみを元に選ばれたものである．

よって，ひび割れ幅が小さいもしくは画像上で確認し

にくい画像の総数が少なくなってしまい出力結果に反

映されなかった可能性がある．また，227×227 の画像

サイズでは，画像フィルタを適用するにあたり画像に

おけるひび割れ部分の占有面積が小さくなってしまっ

たことも原因とて挙げられる． 

また，今回はその汎用性の高さから VGG16 という事前

学習済みネットワークを使用したが，他にも畳み込み

層の数が多い VGG19 のようなモデルも存在する．今後，

転移学習を行う際は，事前学習済みネットワークの選

定から行うことも重要になる．また，事前学習済みネ

ットワークを使用したため，画像サイズを 227×227×

3 にする必要があったが，このサイズでは微細なひび

割れに対しての判別精度が低くなった．判別させる画

像サイズに関しても検討が必要である． 

６． セマンティックセグメンテーションの実装 

  前章では，画像内でのひび割れの有無を判別させる

二値分類を行った．しかしながら，この手法では，フ

ィルタの性能に大きく依存してしまう事，維持管理を

する上で情報が不十分である事，ひび割れを抽出する

にあたり段階が多い事や微細なひび割れを判断できな

いなどの多くの問題点が挙げられた．よって，本章で

は，画像内のひび割れの有無の判別から，画像の

1pixel あたりのひび割れの有無の判別に発展させる

ことで問題点の解決をできないかの検討を行った． 

6.1 セマンティクセグメンテーション 

本章で使用するセマンティックセグメンテーション

(Semantic Segmentation)とは，画像内のひび割れ部分

とその輪郭まで正確に推定する技術である．セマンテ

ィクセグメンテーションを用いることで深層学習のみ

でひび割れの抽出を行うことができる．本研究では，

中でも U-net6)というネットワーク構造を利用した．

ネットワーク構造を Fig.7 に示す．入力画像を畳み込

み，低解像度の特徴マップに変換するネットワークの

構造をエンコーダ(Encoder)，入力の解像度までアップ

サンプリングを行うネットワーク構造をデコーダ

(Decoder)と呼ぶ．U-net では対応するエンコーダ部分

とデコーダ部分を結合し，情報を共有することで空間

情報を補完することができる．セマンティクセグメン

テーションと Fig.2 に示す CNN の構造では，赤枠で示

される画像の畳み込みは共通しており，後半の処理に

大きな違いがある．後半の処理は全結合層ではなく，

アップサンプリングという畳み込みとは逆の処理を行

い，画像を復元することでひび割れ部分を抽出する． 

6.2 教師データの準備 

 教師画像は，元の Original 画像と目標とする出力

の Annotation 画像の組み合わせからなる．Annotation

とは，注釈という意味であり，Original 画像に対して，

ひび割れ部分は白色でそれ以外の部分は黒色で色付け

を行った．本研究では，900 枚の画像の組み合わせを

作製した．教師画像の詳細を Table2 に，例を Fig.8 に

示す． 

6.3 結果と評価 

  本節では結果と評価を示す．作成した画像のうち

865 枚を学習用の画像とし，残りの 35 枚を用いて検証

を行った． 

抽出結果の評価方法としては物体検出の分野で評価指

標として最も用いられている IoU(Intersection over 

Union)を用いた．この指標の中で重要となる領域の区

分を Fig.9 に示す． 
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Fig.6 特徴抽出層のヒートマップ 

Fig.7 セマンティクセグメンテーションのネットワ

ーク構造 

Table2 教師画像の詳細 

― Original Annotation 

縦×横(pixel) 256×256 256×256 

ビット深さ 24 8 

ファイル形式 .png .png 

Fig.8 教師画像 

IoU =  
𝐼𝑛𝑡𝑒𝑟𝑠𝑒𝑐𝑡𝑖𝑜𝑛

𝑈𝑛𝑖𝑜𝑛
=  

|𝐴∩𝐵|

|𝐴∪𝐵|
・・・式（1）

A：正解領域，B：予測領域 

Aは Annotation画像におけるひび割れ部分の画素数を

指す．B はモデルが抽出したひび割れ部分の画素数を

指す．正答領域は A と B の重なる部分，集合領域は A

と B を合わせた領域となり，それぞれの実際の領域と

IoU の算出結果の例を Fig.10 に示す．また，式（1）

より算出した値により，ヒストグラムを作成した．

(fig.11)その際の平均値，標準偏差においても算出を

行った．(Table3) 

Fig.9 IoU における領域について 

Fig.10 IoU の算出について 

Fig.11 IoU における評価のヒストグラム 

Table3 IoU における各数値 

平均値(%) 標準偏差 

78.41 9.32 

6.4 まとめ 

 本章で用いたセマンティクセグメンテーションとい

う技術はひび割れ抽出を行うという点では非常に相性

の良い技術であると感じた．実際に IoU による評価で
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は，平均値が 8 割近い値を出しており，値のぶれも少

なかった．また，デジタル画像を見た時に一見ひび割

れとも見て取れる影の部分でさえも，ひび割れと誤認

識することなく判断している点もあり，ひび割れの画

像パターンを良く学習していることが分かった．今後，

更に教師画像の枚数や正確性を増やすことでその精度，

汎用性や実用性はさらに増すことが期待できる．しか

しながら，教師画像の作成には時間と労力を要する．

さらには，今回はひび割れの抽出を目的として

Annotation 画像の作成を行ったが，実用性を考えると

Annotation 画像作成時の規則を増やす必要がある．

Annotation 画像を以下に効率的に規則正しく作成す

るかが重要になる． 

７．結論 

 深層学習を用いてひび割れの抽出を行ったが，正し

くひび割れ部分を学習し，良い精度でひび割れを抽出

することができた．よって，深層学習はひび割れ抽出

に有効である事を確認した．さらには，画像の 1pixel

の大きさが算出できればそこからひび割れ幅の算出も

可能であると考える．そのためには，ひび割れと共に

指標を撮影することやある程度画角を決めて撮影する

ことが必要であると考える． 

８． 今後の課題・展望 

< 課題 > 

・より多くの数の Annotation 画像を作成する必要が

あ 

る． 

・Annotation 画像の作成時の規格を維持管理の現場が

必要とする条件と照らし合わせながら作成する必要

がある．また，診断技術を持った者に作成を依頼す

る．

・どのような形でデータを保存・蓄積していくかの検

討．

< 展望 > 

・実際の橋梁にて使用し，性能を測定する．

・ひび割れ幅までを正確に算出する．

・ひび割れの発生原因まで特定する．

・3Ｄモデルとの併用を行うことで対象構造物全体の

評価を簡易に行う. 
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